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記号表現ベ ク トル学習機能 を有す るニ ュー ラルネ ッ トの

英語前置詞句係 り先決定 問題 にお ける実験的評価

本 木 実*・ 冨浦 洋一・**・日 高 達***

嶋津 好生†・高橋 直人††

 An Evaluation of a Layered Neural Network which Have Function of Learning 

 Vectorial Symbol Representations on PP-attachment Ambiguity Resolution 

                 Minoru MOTOKI, Yoichi TOMIURA, Toru HITAKA, 

                    Yoshio SHIMAZU and Naoto TAKAHASHI 

                               (Received December 24, 2004)

Abstract: This paper describes a PP-attachment ambiguity resolution with a layered neural network 
which have function of learning vectorial symbol representations. The proposed model does not update 
only link weight but also vectorial symbol representations. We show qualitative difference between a pro-

posed model and an ordinary layered neural network, which has more hidden units (i.e. more parameters) 
to have more flexibility but does not update symbol representations. 

Keywords: PP-attachment, Neural network, Vectorial symbol representation

1.は じ め に

英語 前置詞句係 り先決定 問題(以 下,PP-attachment

問題)は,構 文解析 の一部 に位置づけ られ,自 然言語処

理 にお いて重要な問題 の一 つで ある.英 語 にお ける以下

の形態の動詞句

他動詞+名 詞句1+前 置 詞+名 詞句2

で は,前 置詞句(「 前置詞+名 詞句2」)の 統語 的な係 り

先 として,他 動詞 と名詞句1の 両 方が可能で ある.例 え

ば,今,次 のような2文 があるとする.

1.Thegirlatepastawithafork

2.Thegirlatepastawithcheese.

2文 と も前置詞句の中の名詞句以外は全 く同じ形態の文で

あ り,前 置詞 句 が動 詞`ate'に 係 るか,目 的語 の 名詞

`pasta'に 係 るかの曖昧性が存在する .正 しくは,文1で は

前置詞句"withafork"は 動詞`ate'に 係 り,文2で は前置

詞句"withcheese"は 名詞`pasta'に 係 る.

PP-attachment問 題 を解 く場合 は,構 文的な知識だけ

でな く意味的な知識が必要 とな る.本 研究で は,単 語に

対応す る実ベク トル(以 下,記 号表現ベク トル)を 単語の
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意 味 表現と考 え,パ ター ン情報 を統計的に取 り扱 うこと

に優れた階層型ニュー ラルネ ットを用 いる.た だ し,通

常の階層型ニュー ラルネ ットではな く記号表現 ベク トル

学習型 ニュー ラル ネッ ト1)を 用 いる.本 手法 の学習 は,

通 常の階層型ニュー ラルネ ットで用い られている通常の

BP法 を拡張 し,結 合荷重 だけでな く記号表現ベク トル も

学 習 す る.本 稿 で は,本 手 法 の学 習 方 法,お よ び,

PP-attachment問 題 に対す る本手法 と通常のBP法 との比

較実験 について報告する.

2.記 号 表現 ベク トル 学習型 ニ ュー ラル ネ ッ ト

2.1記 号 列 を入 力す る階 層型 ニ ュ ーラル ネ ッ ト

本稿で取 り扱 う階層型ニュー ラルネ ットが受 け取 る入

力パ ター ンは,入 力記号列 をその記号に対応す るベ ク ト

ルで置き換えたもの とす る(Fig.1).ニ ューラルネ ット

自体 は,通 常の階層型ニュー ラル ネッ トである.こ こで

は,3層 のニュー ラルネッ トで説明を行なう.

扱 う 単 語(入 力 記 号)の 全 体 集 合 を{Wi,w2,

・,WM}と し,単 語 とd次 元実 ベク トル の対応 を示 した

記号表現 ベク トル辞書 をL=[rll,r12,…,rld,r21,…,

rMd_1,rMd]と す る.記 号 表現 ベ ク トルri=[ri1,ri2,

・
,丁副 は鵬 に対 応す る実 ベ ク トル で あ る.入 力単語

列 をVVa(1),Wa②,…,Wa(m)(1≦ σ(i)≦M)と す ると,

これ に対応する階層型ニュー ラルネッ トへの入力パター

ンは,各 単語の記号表現ベク トルrσ(1),rσ(2),…,rσ(m)を

この順 に連結 したベク トルである.つ まり,γ σ㈲ の第ゴ成

分が,入 力層の第(k-1)d+」 ユ ニ ットの値 として与え ら



Fig. 1 Structure of the layered neural network used in this paper.

れる.

以下では,入 力側から数えて播 目の層における第ゴユ

ニ ッ トの 出 力 値 をol.i)と 表 記 す る.ol.i)は,

れニ　　

・Si)..f((のu3)一 ∫(Σ ω!l)・1`-1)+bS・'))

iニ1

で計算 され る.こ こで,ω!gは 第(1-1)層 第iユ ニ ットと

第IN第 」ユニ ットとの結合荷重,bl.i)は 第 帽 第」ユニ ット

のバイアス値 と呼ばれ,こ れ らω(`),わ④ は学習パラメタユフ フ

である.全 ω!l),わ1`)を集 めたベク トル をωで表 し,こ れ

も結合荷重 と呼ぶ ことにす る.袴`)は,第 帽 第ゴユニ ット

の内部 ポテ ンシャル と呼 ばれる.ま た,物 は第帽 のユ

ニ ット数を表わす.∫ としては次のシグモイ ド関数,

1!(
%)=1十

exp(一%)

を用 いる.以 上のようにして,ネ ットワークの出力値 が

求まる.

学 習パ ラメタである結合荷重ωの学習 は,入 力文Spと

そ れ に対 す る望 ま しい 出 力 で あ る教 師 信 号(target

pattern)tpの 組 の列(81,tl)(s2,t2)…(8N,tN)を 学 習

デー タと し,ニ ュー ラルネ ットの出力 と教師信号 との平

均二乗誤差

ヱ　 ヱ　 れヨ

E(ω)一 毒 ΣE。 一 寿 Σ Σ1(・ 禦 一古・・)2

p==1p=1k=1

を目的関数 とし,最 急降下法によ りE(ω)を 最小(実 際 に

は極小)に す るようにωを求め ることで行 なわれる.こ

こで,1/2は 計算 の便宜上導入 され る定数で,tpkはtpの

第k成分,09!は 入力文としてSpが 与えられたときの第帽

第んユニ ッ トの出力値である,ま た以下では,入 力文 とし

て8pが 与え られたときの第1層 第kユ ニッ トの内部ポテ ン

シャルを螺 で示す・

目的関数E(ω)の 値 を極小にする学習は,誤 差逆伝搬法

(BP法)と 呼 ばれてお り,ニ ュー ラルネ ットの学習 にお

いて,よ く知 られている2).

2.2記 号 表現 ベ ク トル 学 習型 ニ ュー ラル ネ ッ トの

学習

記号表現ベ ク トル学習型ニュー ラルネッ トの学習の構

成はFig.1と 同一である.目 的関数は次式で示される.

コ　 れヨ

E(ω,L)一 寿 Σ Σ1(・ 禦(ω,L)-t・h)2・

P=1鳶 二1

本手 法の学 習 につ いて は,ω とLの 双方 を学 習パ ラ

メ タ とみ な し,目 的 関 数E(ω,L)の 値 を 極 小 にす る

学習 を考 え る.こ の 場 合,▽wE(ω,L)≠o,ま た は,

▽LE(ω,L)≠oで あるな らば,あ るη(>0)が 存 在 して,

E(ω',L')<E(ω,L)

ω'=ω 一 η▽ωE(ω,L)

1ノ=L一 η▽LE](ω,1ン)

が 成立することを利用 して,

(ε)(1)∂E
ωio'← ωザ ηi再'

∂E
rce←-rce一 η∂

rce

の よ うにパ ラメタを順次更新す ることでE(ω,L)を 極 小

にす るωとLを 求める ことができる.な お学習にお いて,

結 合荷重の値 には制限を設 けな いが,記 号表現ベク トル



の 各 要 素 は[-1.0,+1.0]に 収 ま る よ う に す るt1.

∂E/∂ω理 につ いて は通常 のBP法 と同様 で ある.

∂E/∂rceに つ い て は,

とお くと,

となる.た だ し,

Fig. 2 Structure of the proposed method for  PP-

       attachment.

で あ り,

である.

2.3PP-attachmentの た め の モデル

本稿では,前 置詞句の係 り先が

1.他 動詞V

2.名 詞 句1の 主辞の名詞Nl

3.前 置 詞P

4.名 詞 句2の 主辞 の名詞N2

という四つ組<V,N,,P,1>2>の み か ら決定できるものと

仮定 し,学 習データもテス トデー タもこの四つ組 で表わ

す.こ のため入力層 を4つ のユニ ット群に分 け,そ れぞれ

にV,N,,P,N2に 対 応する記号表現ベク トルを入力する.

本 手法 をPP-attahchment問 題 に適用 したニ ューラルネッ

トの構成 をFig.2に 示 す.出 力層は1ユ ニ ッ トで,教 師信

t1記 号表現ベクトルは,(1)式 の更新で収束しない(各 要素が

+Oo,ま たは一〇〇になる)可 能性がある.こ の制限はこれを防

ぐためである.文 献3)で もそのような制限を設けている.

号 としては,前 置詞句が名詞!>1に 係 る場合は0.0を,動 詞

Vに 係る場合は1.0を そ れぞれ与 える.学 習終了後 のテス

トにおいては,出 力値 が閾値θ(=0.5)よ り小 さけれ ば名

詞Nlに,θ 以上であれば動詞Vに 係 ると判定す る.

3.実 験

本章では,本 手法 によるPP-attachment問 題 について,

以 下の2つ の計算機実験を行ない評価する.

実 験1:固 定 表現 を用 いた通常のBP法 と,記 号表現

ベク トル辞書正も学習す る本手法 との比較

実験2:中 間ユニ ッ ト数 を増やす ことでパ ラメタ数を

増や した通常 のBP法 と,記 号表現ベク トル辞書Lも

パラメタとす る本手法との比較

記号表現ベク トル辞書Lを 学習する ことで問題 に適 したL

を獲得で きているな らば,単 語列 としては未知 の(つ ま

り学習データに現れない)デ ータに対 してもある程度高

い性能を示す ことが期待できる.こ れが正を学習する こと

の効果で ある.そ こで,実 験1,2で は 未知 のデー タに対

す る性能(以 降,汎 化性能 と呼ぶ)に よ り,本 手法 と通常

のBP法 とを比較す ることで記号表現ベク トル辞書Lを 学

習パ ラメタとする ことの効果を探る.

3.1実 験 デ ー タ

実験 に使 用 したデー タ はRatnaparkhiら が イ ンター

ネ ット上に公 開しているTreebankコ ー パスの四つ組デー



タ4)(学 習 データ208◎1個,テ ス トデータ3097個,メ タ

パラメタ決定用データ4039個 〉 を元 に作成 した.他 の先

行研究で行なっているように,デ ータスパースネス に対

応す るため,実 験 デー タの形態素に対す る前処理 を以下

のよ うに施 した†2.

・ 全ての数字 を疑似単語`澱 灘'で置 き換えた.

● 全ての大文字を小文字 に変換 した,

● 全ての動詞と全 ての名詞は形態 素解析器XTAG5)を

用 いて原形に変換 した.

また,同 一のスペルで名詞 と動詞の両方 に用 いられてい

る単語は異なる2語 とし,名 詞用 と動詞用の2つ の記号表

現ベク トルを用意 した.

結 果 として,実 験 に用 いた四つ組データ数,単 語数は

各実験毎 に異なる.デ ー タ数,単 語数 は以下の各節にて

説明す る.

メ タパ ラメタ決定用デー タは,モ デルを評価す るため

の学習回数を決めるために用 いた.以 下の実験で は,メ

タパ ラメタ決定用デー タに対す る正解 率が最高値を とる

学習回数における,テ ス トデータに対す る正解率をモデ

ルの汎化性能 として評価 した.テ ス トデータ を用いて学

習回数を決めないのは,評 価 がテス トデー タに特化する

恐れを回避するためである.

3.2実 験1

本 節では,数 種類の初期L(記 号表現ベク トル辞書)に

対 して,初 期Lに 固定 した通常のBP法 と,.Lを 学 習する

本手法 との比較実験について述べる.

3.2.1実 験 条件

記号表現ベ ク トル辞書Lと して,シ ソー ラスに基 づ く

表現(比 較的問題 に適 していると考え られる表現)Loと,

2種 類 のランダムベク トルL1,L2の 計3種 類 を用意す る.

通 常のBP法 はLをLo～L2に 固 定 し,ω のみ を学習す る.

一 方
,本 手法はLc～L2を 初 期値 としてwお よびLを 学習

する.ω の初期値は両手法 ともに,←10,1.0)上 の一様乱

数に基づき設定する。ネッ トワー クの中間ユニ ッ ト数 は

50,記 号 表現ベク トルの次元数は7と した.

シソーラスに基づ く表現(Lo)は 基 本的には文献1)の

方法 と同様 にして作成 した。す なわ ち,名 詞 と動詞 に対

しては,WordNet1.66)を 用 いて類似度行列を作成 し,類

似度行列か ら数量化理論IV類 †3を 用いて記号表現ベク ト

ルを求 めた,前 置詞 はWordNetに 含 まれな いので,各 要

す2前 処理の方法は,各 硯究者によって異なり,い くつかの方法

がなされているが,今 回はRatnaparkhiら と全く同じ方法を用

いた7).

給 数量化理論IV類 は類似度行列から各醸体をユークリッド空

間に配置する方法の一つである8).数 量化理論IV類 では,単 語

間の類似度が高い単語同士の記号表現ベクトルは互いに近く,単

語間の類似度が低い単語同士の記号表現ベクトルは互いに遠くに

なるように決定される.

Table 1 Conditions of the experiment 1.

Table 2 Number of quadruples for the experiment 1.

Table 3 Number of words for the experiment 1.

素を(-LO,1.◎)上 の一一ue乱数 とした.

また,L1,L2は 以 下のように して設定した.名 詞 と動

詞に関 しては,

L1:各 要 素が(-1.0,1.◎)上 の一様乱数

L2:各 要 素が(-0.001,0.OOI)上 の 一一様乱数

とした.前 置詞 に関 して は,Leと 同様,L2,L2に 対 し

て,各 要素 を(-1.0,1.0)上 の 一一様乱数 とした.

以 上説明 した実験 条件 をTable1に,使 用 した四つ組

データ数および単語数をTabie2,Table3に 示 す.

3.2.2結 果 および考察

各Lの 場合 にお ける,汎 化性能 をTable4に ま とめた.

参 考までに,メ タパ ラメタ決定用データに対 する正解率

が最高値 をとる学習回数にお ける学習データに対す る正

解率 をTable5に 示 す.

Table4よ り以下のことがいえる.

1.全 てのLに 対 して,本 手法の方が,通 常のBP法 に比

べて高い性能を示す.こ のことか ら,Lを 学習する本

手法が,問 題に適 したLを 獲得 している.

2.LをL。 に固定 した通常 のBP法 で の汎化 性能よ り,

L、あるいはL2を 初期Lと して本手法によ りLを 学習

させた ときの汎化性能 の方が高 い.こ の ことか ら,

シソー ラスのような外部知識を用 いてLを 構成するよ

りも,ラ ンダムに初期Lを 構成 して本手法 によ りLを

学習 させる方が,問 題 に適 した五を獲得できる.

3.本 手法によ りLを 学習させた とす る.L2を 初 期Lと

した場合 の汎化性能は,ゐ 。を初期五とした場合 より

若干低 いが,大 きな違いはない.本 手法 を用 いる場

合の初期Lと して,シ ソーラスのよ うな外部知識 を用

いてLを 構成 しな くて も,ラ ンダムに設定 した初期L

を いくつか試せば,ほ ぼ岡程度 に問題 に適 した五を獲

得できる.

†4本 稿の実験は,Eの 極小値への収束を呂標とするので,慣 性

項は設定しない.



Table 4 Maximum performance for the test data.

Table 5 Performance for the training data.

シソーラスを基 にした表現Loは,一 見,ラ ンダムより

は良さそ うに思える表現である.し か し今回の実験では,

通常のBP法 に対 して,シ ソーラスに基づいたL(Lo)の

方 が,ラ ンダム に定めたL(.L1)よ り も性能が低いとい

う結果 を得 た.こ れは,記 号表現ベク トルの次元数が少

なかったためであると考え られる.し か し,記 号表現ベク

トルの次元数 を多 くしてい くと,過 学習が発生しやす く

なる.過 学習 を防 ぐためには,膨 大な数の学習 デー タを

必要とする.こ のように,問 題に適 した表現(の 初期値)

を 設定す るのは困難で ある.そ の点,本 手法で あれ ば,

ランダムに定めた初期Lを 基 にして,あ る程度問題 に適し

た記号表現ベク トル辞書Lが 学習できると考 えられる.

3.3実 験2

パ ラメタω(結 合荷 重)は,入 力 となる四つ組 デー タ

全体 の学習 に関係するのに対 し,パ ラメタ五(記 号表現辞

書)は,各 記号表現ベク トルが ごく一部の四つ組の学習

にしか関係 していない.つ ま り,こ れ ら2種 類のパ ラメタ

はそれぞれ性質が異な り,全 く同じ取 り扱いはできない

と考えられる.し か し,Lの 学 習を許す ことは,結 局はパ

ラメタを増やす(シ ステムの 自由度 を高 くす る)こ とに

つながる.実 験1で は,Lを 学 習 させた ときの方が,Lを

固定 した ときよ りも高い正解率を示 したが,こ れは正の学

習 を許す ことが本質的な理 由ではなく,単 にパ ラメタ数

が増大 したか らかもしれな い.パ ラメタ数 を増やすだけ

な らば,中 間ユニ ット数 を増やす こ とで も可能 であ る.

本 節で は,通 常 のBP法 で 単 に中間ユ ニッ ト数n2を50,

100,150,200と 増 や した ときの効果 と,n2=50でLの

学習 を許 した とき(つ ま り本手法)の 効果 との相 違 を,

実 験的に示す.

3.3.1実 験 条件

記号表現ベ ク トルの次元数は7と し,各 パラメタの初期

値は(-1.0,1.0)の ラ ンダム とした.

最 急 降下法 によ りEを(最 小ではな く)極 小 にするパ

ラメタ値 を求めているため,当 然,汎 化性能 もパ ラメタ

の初期値 に依存 す る.そ こで,パ ラメタ の初期値 の与

え方 を5通 り試 した.中 間ユ ニ ット数n2=50に 対 し,

(-1.0,1.0)上 の一様乱数に基づ く(ω,L)を5通 り試 し,各

初期値に対 して通常のBP法 による学習 を行 ない,こ のう

Table 6 Conditions of the experiment 2.

Table 7 Number of quadruples for the experiment 2.

Table 8 Number of words for the experiment 2.

Table 9 Generalization abilities of the standard BP and 

      the proposed method.

ち,最 も良い汎化性能 を求めた.こ れと同様 の実験 を中

間ユニッ ト数が100,150,200の 各 場合 につ いて も行な っ

た.ま た,本 手法に対する(ω,L)の 初 期値 は,通 常のBP

法(中 間ユニ ッ ト数50)で 最 良の汎化性能 を示 したとき

に与 えた(ω,L)の 初 期値 と同 じものを用いた.通 常 のBP

法 で最 良のパ ラメタの初期値が,本 手法に対 して最 良の

初期値 とは限 らな いので,本 手法 にとっては控 えめな評

価法 といえる.

以 上の実験条件 をTable6に,使 用 した四つ組データ数

および単語数をTable7,Table8に 示す.

3.3.2結 果 および考察

Table9に,テ ス トデー タに対する正解 率をまとめた.

通 常のBP法 にお いて 中間ユニ ット数 を200ま で 増や して

も,本 手法 における中間ユ ニッ ト数が50の ときの正解 率

79.4%に 比べて,良 い正解率 を示す ことはなか った.

本 実験 より,通 常 のBP法 と本手法では汎化性能 に違い

がある ことがわか るが,こ れは以下の ような汎化の原理

の違 いか らくるものであると考え られる.

通 常,汎 化 とはシステムに対 して未知の入力 に対する

処理 をい う.こ の問題 の場合,学 習データには現れない

新たな単語列に対 して,学 習デー タか ら獲得 した処理知

識を適用す ることになる.

正 しい汎化は,中 間層 と出力層によ り学習データに応

じて分割 された入 力特徴 ベク トル空間 のク ラス領域 に,

テ ス トデータの単語列 を入力ベク トルに変換 したベク ト

†55通 り試した中で通常のBP法 に対して最良のもの



ルが,適 正 に配 置 された時 にな され る.つ ま り,学 習

デー タの単語列の入力ベク トル とテス トデー タの単語列

の入力ベ ク トル とが互い近い時 に正解 となる.

例 えば,今,文81を 含 みかつ文Stを 含 まないような学習

データを使ってモデルを学習させたとする(教 師信号はV

で 隣 一).

Sl:eatpastawithf()rk

st:tastesoupwithspoon

学 習 デー タにはSl以 外 にも多 くの文が含 まれている.そ

こで はeatとtaste,pastaとsoup,forkとspoonは 比

較 的類似 した使 われかたがな され ている と考え られ る。

本手法で は,類 似 した使 われか たがな されている単語 の

記号表現ベク トルは互 いに近いベ ク トルとなるので,eat

とtaste,pastaとsoup,forkとsp◎ ◎xxの記 号表現ベ ク

トルはそれぞれ互 いに近 いベク トル となっているはずで

ある.し たがって,文sε の入力ベク トル と文Stの 入カベク

トル も互いに近 くなるので,未 知の文Stは 正解 と判 断さ

れる可能性 が高くな る.以 上のように,記 号表現 ベク ト

ルの学習 は,入 力特徴ベク トル空間にお けるテス トデー

タ の入力ベ ク トル の配置 を間接的 に行な い,汎 化 に役

立っているといえる.

一 方
,記 号表現 ベク トル の学 習を行なわな い場合 は,

eatとtaste,pastaとs◎up,forkとspo◎Rの 記号表現

ベ ク トルが必ず しも互 いに近 いベク トルになっていると

は限 らない.こ のため,文Stの 入 力ベ ク トルが,Slの 入 力

ベク トルより学習データ中の他の文

si:tastesoupwithcaviar

(た だ し,教 師信号 はN)の 入力ベク トル に近いというよ

うな こともあ り,汎 化 に失敗 す る場合が 多 いと考 え ら

れる。

パ ラメタ数を増やす場合,通 常 のBP法 において申問ユ

ニ ット数 を増や した時は,入 力特徴空間 にお いて分割 さ

れ るクラス領域 が増 えるだ けで,必 ず しもよりよい汎化

がな される保証はない.一 ・方,本 手法 にて記号表現ベク

トルも学習パラメタ とした時は,通 常のBP法 の汎化の原

理 に上記のよ うな合理的な汎化の原理が加 わるため,通

常のBP法 よ りも少な い中間ユニ ット数でよ り高い汎化性

能が得 られたと考え られ る.

4.お わ り に

本 稿では,記 号表現ベク トル学習型 ニューラルネッ ト

とそ の学習法 を示 した.さ らに,本 手法 の有効性 を実験

的に示すために,本 手法をPP-att㏄hment問 題に適用し

た実験を行なった.こ れにより,

1.固 定された記号表現ベク トルを用いる通常のBP法

より本手法の方が汎化性能が高いこと

2,記 号表現ベクトルを学習することと,単 に中間ユ

ニット数を増やす こととには汎化性能に違いがある

こと

を示した.1に 関しては,何 種類もの固定表現を試したわ

けではないが,少 なくとも性能が低 くなるという結果は

見られなかった.2に 関しては,パ ラメタの初期値を変え

ての試行回数が十分でないため,記 号表現ベクトルを学

習した場合は,学 習しない場合よりも必ず汎化性能が高

いとは断言できない.今 後,さ らにパラメタの初期値を

変えて実験する必要がある.

なお,本 手法は,第1層 と第2層 とが全結合でない特殊

な4層ニュー一ラルネットに相当する.し かし,こ のような

ニューラルネットが通常の学習で実現できるとは考えに

くく,し かも本手法に比べ非効率である.た だし,パ ラ

メタを増やす方法として中間層数を増やすことも,試 し

てみるべき課題である.
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